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設備の保全は，従来の故障が発生した後に実施する BDM （Breakdown Maintenance） から，一定の間隔で点

検，補修，部品交換等を行う TBM （Time Based Maintenance） へと変化してきた。しかし，TBM の問題点として，

過剰なメンテナンスによる保全コストの増大や安定稼働時のむやみなメンテナンスにより故障率を悪化させる可

能性等があげられる。TBM に代わる予防保全の手法として CBM （Condition Based Maintenance） が謳
うた

われてい

るが，広く実用化されるまでに至っていない。その理由として，プラントで手軽に使える産業用 IoT（Industrial 

Internet of Things）技術がなかったこと，データを取得した後の状態判定技術が閾値診断等の比較的簡単な手法

に限られていたことがあげられる。本稿では，横河電機が開発した，設備の振動と表面温度を手軽に測定できる

Sushi Sensor と，最新の機械学習によるデータ解析を用いることによって，設備の劣化状態を把握，予知して保

全を行う CBM を実用化できる可能性について述べる。

The trend in plant equipment maintenance has shifted from the conventional breakdown 
maintenance (BDM), in which devices are repaired and parts are replaced only after a failure 
occurs, to time-based maintenance (TBM), in which inspection, repair, and replacement are 
performed at regular intervals. However, TBM has the risk of over-maintenance, which increases 
maintenance costs and even the failure rate. Instead, condition-based maintenance (CBM), which 
detects the conditions of plant instruments, predicts their deterioration, and performs preventive 
maintenance, is increasingly attracting attention. However, this method is not yet used in 
practice because Industrial Internet of Things (IIoT) technology that can be easily implemented 
in plants is not yet available. In addition, data analysis for CBM is limited to simple methods 
such as threshold assessment. This paper describes the feasibility of CBM in plants. We believe 
it is achieved with Yokogawa’s Sushi Sensor, which can easily monitor the vibration and surface 
temperature of equipment, and data analysis based on the latest machine learning technology.

1. はじめに

設備保全は，従来の故障が発生した後に実施する BDM 
（Breakdown Maintenance） から，一定の間隔で点検，補
修，部品交換等を行う TBM （Time Based Maintenance） 
へと変化してきた。BDM では，設備の故障を回避できな
いため，設備の異常が現れるまで使用し続けることにな
り，プラントの安全性が損なわれたり，予期せぬ生産の
停止が発生したりする等の問題がある。そこで BDM に
代わって，故障の有無に関係なく定期的に設備の保全を
実施する TBM により，BDM の問題を回避してきた。一方，
保全の必要がない設備へ過剰なメンテナンスを行うこと

により，保全コストが増大したり，安定稼働時に行うメ
ンテナンスにより故障率を悪化させたりする可能性が生
じるという新たな課題が生じた。これらの課題を解決す
るために，設備の劣化状態を監視し，故障の兆候を把握
することにより，その状態に合わせてメンテナンスを行
う CBM （Condition Based Maintenance） が以前から謳

うた

わ
れてきているが，広く実用化されるまでに至っていない。
その理由として，設備の状態を監視するためのコストが
かかること，取得したデータから設備の劣化状態や故障
の兆候を判定する技術が十分でないことがあげられる。

横河電機は，設備の状態を定量的に監視するために，
振動と表面温度を手軽に測定できる Sushi Sensor を開発
した。また，近年の機械学習技術の進展により，収集し
たデータから設備の状態を判定できるようになってきて
いる。

本稿では，Sushi Sensor から得られたデータに見立て
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た仮想的なデータを最新の機械学習技術によって解析す
ることにより，設備の劣化状態を把握もしくは予知でき
る可能性を示す。さらに，その結果が CBM の実用化に
つながることを述べる。

2. 機械学習による判定技術の概要

本章では，機械学習によるデータ解析手順と機械学習
の種類について述べる。

2.1 機械学習の２つのフェーズ
機械学習とは，与えられたデータを基にパターンを学

習し，コンピュータが自律的に法則やルールを見つけ出
す手法およびプログラムを意味する。機械学習によるデ
ータ解析を行う際の手順は，一般的に「学習フェーズ」
と「判定フェーズ」の２つのフェーズから構成される。

 ● 学習フェーズ
第１フェーズの学習フェーズでは，各種センサが収集
した多次元，玉石混交の過去のデータを入力とし，コ
ンピュータ上の学習器に学習させる。コンピュータが
自律的に学習した結果は，モデルとして出力される。
このモデルの中に，データに基づく法則やルールが存
在する。学習器は機械学習のアルゴリズムによって様々
で，それぞれ異なるモデルが生成される（図 1）。

図 1 学習フェーズの構成

 ● 判定フェーズ
第２フェーズの判定フェーズでは，各種センサが収集
した多次元，玉石混交のオンラインのデータを，学習
フェーズのモデルを基に作成した判定器に入力する。
判定器内ではオンラインデータとモデルが比較・判断
され，正常 / 異常等の出力をする（図 2）。

図 2 判定フェーズの構成

一般的に，学習フェーズにおけるモデルの生成は時間
がかかり，判定フェーズにおける判定結果の生成は短時
間でできる。我々がこれまで行ってきた機械学習による
プラントデータ解析では，学習フェーズで要する時間は
20 時間程度，判定フェーズで要する時間は 100 ミリ秒
以下で，オンラインでデータを判定する時間は非常に短
い。このことから，実プラントに機械学習の判定器を組
み込み，リアルタイムに設備の状態を判定することは十
分に可能であると考えている。

2.2 機械学習の種類と実プラントでの適用
一般的に機械学習の学習方法は大きく「教師あり学習」，

「教師なし学習」，「強化学習」の３種類に分けられる (1)。
本稿では「教師あり学習」，「教師なし学習」について説
明する。

 ● 教師あり学習
学習フェーズでの学習器への入力として，センサデー
タとそれに対する正常 / 異常などの解答（教師ラベル）
をペアで入力し，学習させる手法。
 ● 教師なし学習
学習フェーズでの学習器への入力としてはセンサデー
タのみで，解答となるデータ（教師ラベル）なしで学
習させる手法。データに対する明確な解答が分からな
い場合に用いられる。
実プラントでは，データ解析の初期の段階で設備の劣

化・故障時のデータ（教師ラベル）を取得することは困
難であると考えられる。本稿では，実プラントにおける
設備の状態判定として容易に適用可能な「教師なし学習」
によるデータ解析について紹介し，「教師あり学習」の有
効性について述べる。なお，「教師あり学習」の詳細に関
しては，参考文献（2）を参照いただきたい。

3. 教師なし学習を用いたデータ解析

本章では，「教師なし学習」を用いた機械学習による
データ解析により，設備がどの程度「いつもと違う状態」
かを判定できるかについて説明する。

3.1 Sushi Sensor データの内容
従来多用されてきたセンサデータの閾値による正常 /

異常の判定は，特定のパラメータについて単純な閾値判
定を行っていた。しかし，実際に発生する設備異常は原
因が多岐にわたるため，正常な状態と比較して，複数の
センサデータの相関関係のずれ等を見て判定することが
多い。

設備の異常振動を検出するためには，複数設置した振
動センサ間の相関関係のずれ等を見る方法がある。一例
として，図 3 のように２つの配管の振動を測定する振動
センサ A, B の値と，配管合流部の振動を測定する振動セ
ンサ C の値は線形の相関があるとする。これらの振動セ

過去のセンサデータ
（多次元，玉石混交）

学習器　A モデル A

学習器　B

学習器　C

モデル B

モデル C

判定器

オンラインの
センサデータ
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ンサの値は，正常時には特定の相関あるいは逆相関等が
あると考えられ，異常時にはその相関が崩れると考えら
れる。例えば，配管内にキャビテーションが発生し，そ
れが外乱振動として作用することで相関関係が崩れるよ
うな場合である。

図 3 振動センサによる設備の状態監視の例

ここでは，このようなセンサ間の相関を機械学習がど
の程度判別できるのかを，Sushi Sensor で取得されたと
見立てた仮想的なデータを使って検証した。具体的には
次のデータである。

 • データ点数は 1000 点とする。
 • 設備に設置した Sushi Sensor A，B，C 間に規則性を持

たせる。規則性を持つデータを正常データとする。
データの間の規則性をここでは，「3X + 4Y = Z」とし，
3X が Sushi Sensor A, 4Y が Sushi Sensor B, Z が Sushi 
Sensor C のセンサデータとする。X，Y には０以上１
未満の乱数を代入する。

 • データ区間 801 から 900 の間のデータ 100 点は，上
記の規則性から逸脱したデータとする。平均値０，標
準偏差 0.5 の正規分布した乱数を外乱振動（g）として
加える。つまり，このデータ区間のみ「3X + 4Y + g = Z」
とする。外乱振動を加え規則性から逸脱させたデータ
を，「いつもと違う状態＝異常データ」とする。

3.2 人によるデータ解析の限界
ここで，上記想定の下で作成した各 Sushi Sensor のデ

ータを図 4 に，全ての Sushi Sensor のデータを重ねたも
のを図 5 にグラフ化した。縦軸がセンサデータ値，横軸
が１から 1000 までのデータ区間を示し，図 5 の赤枠線で 
囲んだ部分が規則性から逸脱したデータ区間にあたる。

図 4 仮想的な各 Sushi Sensor データのグラフ

図 5 全ての仮想的な Sushi Sensor データのグラフ

この時，人による Sushi Sensor のデータ値のモニタリ
ング，もしくは閾値診断による状態判定では，規則性か
ら逸脱したデータ区間の判定をすることは，非常に困難
であることが分かる。

図 6 に本データを３次元散布図にしたものを示す。
図 6 において，青点が規則性を持つ正常区間（データ区
間 801 から 900 以外）の A，B，C のセンサデータ，赤
点が規則性から逸脱した異常区間（データ区間 801 から
900）の A，B，C のセンサデータを，それぞれプロット
したものである。

図 6 Sushi Sensor データの３次元散布図

Sushi Sensor A と Sushi Sensor B の 線 形 和 が，Sushi 
Sensor C という規則性の下でデータを作成したため，
図 6 では正常区間のデータは平面上に表れる。一方，異
常区間のデータはこの規則性から逸脱しているため，上
述の平面上以外に分布する。

センサデータ間の規則性が既知の場合，人がその規則
性に沿ってデータ解析を行うことで，異常区間のデータ
を判別することは可能である。しかし多くの場合は，セ
ンサデータ間の規則性を導くことは容易ではなく，実プ
ラントでは本例のような単純な規則性ではない。また，
たとえ規則性を見出したとしても，データ解析に多くの
時間を要すると考えられる。加えて，ここでは３つのセ
ンサデータを用いた解析例を示しているが，実プラント
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ではほとんどの場合，設備の状態判別に必要なセンサだ
けを選別することは難しく，設備周辺の多くのセンサデ
ータを用いて解析する必要がある。このような状況では，
人によるデータ解析には限界があると考えられる。

一方，機械学習による解析では，人では不可能な何十
次元，何百次元のデータを解析し，自律的に規則性を導き，
設備の状態を判別できる可能性がある。

3.3 教師なし学習を用いた解析と結果
ここでは，3.1 節で示した Sushi Sensor の仮想データ

を教師なし学習を用いて解析した内容と結果を説明する。
教師なし学習なので，学習器に入力したデータは Sushi 

Sensor A，B，C のセンサデータ値のみである。実プラン
トにおいても，センサデータ値のみ入力すればコンピュ
ータが自律的に学習し判定する手法であり，人が解析し
たり，教師ラベルを付けたりする必要はない。

第１フェーズの学習フェーズでは，データ点数１点目
から 700 点目までの Sushi Sensor A，B，C のデータ値
を入力とし，教師なし学習の学習器に学習させ，モデル
を生成した。この程度のデータ量であれば，数秒でモデ
ルを生成することができる。

第２フェーズの判定フェーズでは，このモデルを基に
作成した判定器に，Sushi Sensor A，B，C のデータ点数
１点目から 1000 点目の全てのデータ値を入力し，判定
結果を得た。

図 7 に，教師なし学習により判定した結果を示す。縦
軸が正常 / 異常の度合いを示す指標で，上に行くほど異
常の可能性が高い。横軸が１から 1000 までのデータ区
間を示す。赤枠線で囲んだ部分が，規則性から逸脱した
データ区間にあたる。

図 7 からわかるように，多少ノイズはあるものの，ほ
ぼ明確に規則性から逸脱したデータ区間を判定できてい
ることが分かる。この結果から，人がセンサデータ値を
モニタリングする，もしくは閾値診断による状態判定だ
けでは容易に判別できない規則性を，機械学習を使った
解析により判別できる可能性があると言える。

図 7 教師なし学習による判定結果

3.4 CBM の実用化に向けた教師あり学習の有用性
教師なし学習により，「いつもと違う状態」を明確に判

定できた。これを実プラントの設備の劣化・故障の判定
に置き換えたとき，必ずしも「いつもと違う状態」が異
常や故障の兆候と直接関連するとは限らない。

教師ラベルの取得が困難なデータ解析の初期の段階で
は教師なし学習が有用だと考えられるが，CBM を実用化
するためには，「教師あり学習」の方が有効だと考えられ
る。実際の設備の正常 / 異常の状態を教師ラベルとして
入力し，モデルと判定器を再生成することで，各設備の
保全に即した高精度な状態判定ができるようになるから
である。

このように，解析初期の段階では教師なし学習を活用
し，段階的に教師あり学習を適用することが，CBM の実
用化につながると考えている。

4. おわりに

本稿では，機械学習の技術が実プラントで適用可能な
ものであることを説明し，人が簡単には判別できない規
則性を教師なし学習によって明確に判別できる例を紹介
した。さらに教師ラベルを入力することで，各設備の保
全に即した故障・異常の予兆を判別できる可能性につい
て述べた。

これまでの TBM では，診断ノウハウや過去の事象を
基に，人の経験知により保全周期を決め，定期的な保全
を行ってきた。本稿で紹介した機械学習による解析手法
は，教師なし学習の場合はセンサデータのみ，教師あり
学習の場合はセンサデータと正常 / 異常などの解答（教
師ラベル）を入力として，コンピュータが自律的に法則
やルールを見つけ出し判定するものである。

近年の産業用 IoT （Internet of Things） の進展により，
プラントの各設備に Sushi Sensor のようなセンサが設置
され，容易に定量的なデータが取得できるようになった。
そのセンサデータを機械学習解析することにより，設備
の劣化や故障の判定が高い精度でできるようになってき
ている。この２つの技術こそが，合理的な CBM を広く
実用化していく近道だと考えている。
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